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Resumen. Las detecciones de Ondas Gravitacionales (OG) brindan informacién
crucial para el estudio del comportamiento de diferentes fenémenos en el
Universo. Hasta la fecha se han registrado mas de cien detecciones de OG,
pero todas ellas vienen de sistemas binarios de Agujeros Negros y Estrellas de
Neutrones. Uno de los retos actuales en investigacién de OG es encontrar sefiales
provenientes de explosiones de colapso de niicleo de Supernovas (CCSNe).
En este proyecto de investigacion, se construye un clasificador de sefiales de
OG usando Redes Neuronales Convolucionales. Se entrena el algoritmo con
simulaciones de ondas generadas de forma computacional a partir de modelos 3D
de eventos de CCSNe. El modelo final fue puesto a prueba para medir su nivel de
precision al clasificar nuevos datos aleatorios de sefiales de OG de CCSNe. Los
resultados fueron satisfactorios para sefiales producidas por fuentes localizadas
entre 0.10 y 0.58 Kpc de distancia del punto de deteccién.

Palabras clave: Redes neuronales convolucionales, deep learning,
ondas gravitacionales.

Classification of Gravitational Wave Signals from
Supernovae Using Convolutional Neural Networks

Abstract. Gravitational Wave (GW) detections provide crucial information for
studying the behavior of different phenomena in the Universe. To this date, more
than a hundred GW detections have been recorded, but all of them come from
binary systems of Black Holes and Neutron Stars. One of the current challenges in
GW research is to find signals coming from core-collapse Supernova explosions
(CCSNe). In this research project, we built a GW signal classifier using
Convolutional Neural Networks. We trained the algorithm with computationally
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generated wave simulations from 3D models of CCSNe events.The final model
was tested to measure its level of accuracy in classifying new random data of
GW signals from CCSNe. The results were satisfactory for signals produced by
sources located between 0.10 and 0.58 Kpc away from the detection point.

Keywords: Convolutional neural networks, deep learning, gravitational waves.

1. Introduccion

De acuerdo con la teoria de Relatividad General (RG), las Ondas Gravitacionales
(OG) son consideradas como fluctuaciones en el espacio-tiempo que pueden ser
causadas por eventos cosmoldgicos extremadamente energéticos. Las OG inicialmente
fueron predichas por Albert Einstein como una consecuencia de su teoria de RGen 1916
[1], pero fue hasta el afio 2015 que la existencia de este fenémeno fue comprobada por
medio de detecciones oficiales de una de estas sefiales cosmicas.

Desde entonces, muchas otras detecciones han sido registradas, lo cual ha permitido
a los investigadores de esta rama de la Fisica seguir recopilando informacién sobre
el comportamiento de varios cuerpos celestes que conforman el Universo. Las OG
son perturbaciones débiles, y son tan pequefias que solo eventos extremadamente
energéticos pueden producir ondas que puedan ser medidas desde la Tierra con
suficiente certeza.

Las OG detectables vienen de cuatro fuentes principales: sistemas binarios de
estrellas, estrellas de neutrones giratorias, casos de colapso gravitacional y ondas
producidas durante el Big Bang [2]. Este proyecto de investigacién se limité al
analisis de OG de eventos de colapso gravitacional, especificamente de explosiones
de Supernovas con Colapso de Nicleo (CCSNe).

Una de las mayores fuentes de datos de deteccién de OG son los interferémetros de
LIGO (Laser Interferometry Gravitational-waves Observatory) [2]. Por esta razon, los
métodos que se implementan en este proyecto de investigacidn fueron ajustados para
trabajar con los estdndares de procesamiento y andlisis de sefiales propuestos por LIGO.
La deteccion de OG ha sido un gran éxito para la ciencia, pero este campo atin estd en
sus primeras etapas.

Hasta la fecha, solo se han registrado detecciones confirmadas de OG que provienen
de sistemas binarios de Agujeros Negros y Estrellas de Neutrones. La frontera de
deteccidn actualmente se encuentra en la busqueda de OG generadas por CCSNe. En
este proyecto se aborda este problema por medio de la implementacién de herramientas
de aprendizaje automético (Machine Learning). El objetivo principal de este trabajo es
crear un clasificador de OG empleando técnicas de Machine Learning (ML).

Las OG de CCSNe son especialmente complicadas de detectar dado que se trata de
eventos estocésticos que no se pueden predecir de manera exacta previo a la explosion.
Por esta razon, existe un esfuerzo por hacer nuevos estudios sobre estos fendmenos para
lograr comprender mejor su comportamiento, por ejemplo, por medio de simulaciones
computacionales de este tipo de explosiones.

Research in Computing Science 152(6), 2023 94 ISSN 1870-4069



Clasificacién de ondas gravitacional es de supernovas usando redes neuronal es convolucionales

Las simulaciones son un elemento clave para el desarrollo de este proyecto, ya que
son la fuente de datos que ayudardn a entrenar un algoritmo capaz de detectar un sefial
producida por una CCSNe dentro de una captura de datos de observacién. Actualmente,
se conoce la forma de las sefiales de OG de sistemas binarios, de modo que se tienen
metodologias para encontrar este tipo de sefiales.

Sin embargo, estos procedimientos no pueden ser implementados para el caso de
las sefiales de CCSNe, pues estas conllevan procesos estocdasticos y la tinica manera de
automatizar su deteccién es mediante bisquedas no-modeladas. La solucién propuesta
en este proyecto de investigacion consiste en implementar algoritmos de ML que sean
capaces de aprender patrones y rasgos generales de las simulaciones de OG de CCSNe
para que en un futuro puedan utilizarse como una herramienta para encontrar sefiales
dentro de datos reales de deteccion.

2. Ondas gravitacionales

Antes de alimentar un modelo de ML para hacer clasificaciones, es necesario
entender la estructura y el significado de los datos que se desean analizar. Para este
estudio, el clasificador trabajard con imédgenes de sefiales de OG, de modo que el primer
paso es entender la teorfa basica que describe la generacién de este tipo de ondas.

2.1. Relatividad general

La manera matematica de describir las OG es por medio de una solucién linealizada
de las ecuaciones de Einstein. En RG, las ecuaciones de Einstein relacionan la curvatura
del espacio-tiempo con la distribucién de masa contenida en este [1]. Estas ecuaciones
se representan con el tensor de Einstein G ,,, (donde i, v € [0,1,2,3] = [ct, x,y, 2],y
c es la velocidad de la luz en el vacio), el cual se define como:

1
G,uy = R;w - ig,uuR ’ (D
donde 7, es el tensor de Riemann, R es el escalar de Ricci, y g,,,, es la métrica del
espacio-tiempo [5]. Esta expresion matemdtica da origen a una serie de ecuaciones que,
al ser resueltas para el espacio asint6ticamente plano, se obtiene una solucién con forma
de onda que describe la propagacion de las OG en el espacio-tiempo.

2.2. [Explosiones de supernova por colapso de niicleo

Las estrellas tienen su ciclo de vida, nacen y mueren después de un tiempo. Aquellas
estrellas masivas que contienen mds de ocho masas solares mueren en un proceso
violento en forma de una explosion de Supernova por colapso de nicleo (CCSNe). Las
particulas contenidas en la estrella que estd por morir se mueven de manera turbulenta
debido a los efectos de la explosion.

Esto da como resultado un sistema de procesos estocasticos que son complicados de
modelar. De modo que esta clase de fendmeno fisico es de particular interés en diversas
ramas de investigacién dentro de la Cosmologia y la Astronomia [6].
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Las explosiones de Supernovas son eventos altamente energéticos que producen
OG que pueden ser detectadas desde la Tierra con los observatorios actuales. Las OG
de CCSNe se forman cuando el campo gravitacional de una estrella masiva hace que la
materia contenida en ella colapse hacia su propio nicleo.

Como resultado de este proceso se liberan enormes cantidades de energia, lo
cual genera perturbaciones en forma de ondas que se propagan en el espacio-tiempo
[1]. Estas ondas pueden ser analizadas para hacer deducciones importantes sobre
la dindmica que ocurre en la CCSNe. Se espera que las observaciones de OG de
CCSNe contribuyan a responder muchas de las preguntas que atn se tienen sobre el
funcionamiento de este tipo de fenémenos césmicos.

3. Deteccion y procesamiento de sefiales de ondas gravitacionales

Las OG pueden ser representadas como oscilaciones en la curvatura del
espacio-tiempo, las cuales acarrean informacién sobre los cambios en el campo
gravitacional de un objeto en el Cosmos [7]. La informacién contenida en la OG puede
ser analizada e interpretada con la ayuda de equipo especializado.

Durante los dltimos afios, diferentes grupos de investigacién alrededor del mundo
han hecho esfuerzos para crear nuevas técnicas que permitan detectar OG de manera
mads efectiva. Para este proyecto, se adapt6 la metodologia para trabajar con datos de
deteccion de LIGO, que posee la mayor red de observatorios de OG hasta la fecha.

3.1. Interferémetros

La deteccién de OG de LIGO se hacen por medio de la implementacién de un
interferémetro Michelson modificado para funcionar a gran escala. Los interferémetros
de LIGO se encuentran en las ciudades de Livingston, Louisiana (detector L1) y
Hanford, Washington (detector H1), que ademads colaboran con el observatorio Virgo
(detector V'1) en Italia.

Esta red de interferometros ayudan a que LIGO pueda corroborar con mayor certeza
si una deteccion de OG es real o si se trata de una falsa alarma. De este modo, una
OG detectada se puede confirmar si aparece en los tres observatorios en el tiempo
correspondiente, ademds de que ayudan a seguir registrando datos atin cuando alguno
de los interferémetros se encuentra fuera de servicio.

3.2. Procesamiento de senales

Una de las partes mas importantes de la deteccion de OG es el pre-procesamiento
de los datos de deteccién para que estos puedan ser interpretados. Los datos que se
registran durante las corridas de deteccion estdn llenos de ruido que predomina sobre
las sefiales de OG, de modo que no es posible observar directamente una sefial de OG
en una grafica de datos sin pre-procesamiento. Los detectores de LIGO son capaces de
registrar sefiales en un rango de frecuencias de 10 Hz - 7000 Hz [11].

Una sefial de OG por lo general se encuentra en un orden de magnitud de 10! -
10% Hz, de modo que en cada detecci6n existe un exceso de informacién que debe ser
filtrada para poder observar la sefial de OG.
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Fig. 1. Serie de tiempo de datos sin pre-procesar de una deteccién de LIGO hecha con los
detectores H1 y L1 [10].

Ademads, LIGO genera datos en forma de series de tiempo que contienen registros
de miles de segundos de observacion. Esto afiade una capa mas de complejidad
para las detecciones ya que una observaciéon de OG tiene una duracién de una
fraccién de segundo.

Por esta razoén, existen grupos de investigacién dedicados tinicamente al desarrollo
e implementacién de algoritmos matemadticos que ayuden a filtrar las sefiales de OG
que se esconden bajo todo el ruido de deteccion. Esta preparacion de los datos de LIGO
consiste en implementar técnicas como el andlisis de densidad espectral de ruido (NSD),
blanqueamiento de datos y transformaciones matematicas, por nombrar algunas [12].

3.3. Datos de deteccion

Los datos de LIGO se registran en forma de series de tiempo, es decir, en
sucesiones de puntos de medicién tomados en un intervalo de tiempo y organizados
de manera cronoldgica. Los datos de deteccion representan las variaciones en el patrén
de interferencia del interferémetro a lo largo de un intervalo de tiempo especifico.

Se muestra un ejemplo de los datos de observacién de LIGO sin pre-procesar en
la figura 1. Como se menciond anteriormente, los datos de deteccion estdn repletos de
ruido de diversas fuentes, por lo que es necesario pre-procesar las sefiales.

Generalmente, el ruido es demasiado denso comparado con las sefiales de OG, y
normalmente es producto de fuentes como la actividad sismica de la Tierra, vibraciones
en el equipo de laboratorio, ruido térmico, perturbaciones eléctricas, entre muchas otras
fuentes [10].
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Fig. 2. Planos tiempo-frecuencia de una serie de tiempo de datos de deteccién de OG después de
implementar la transformada Q [10].

3.4. Transformada Q

La transformada Q es una técnica matemdtica que tiene un uso muy importante
en el andlisis de datos de OG. Una manera eficaz de visualizar sefiales de OG es
con una representacion en el plano de tiempo-frecuencia que se obtiene a partir de la
transformada Q. El resultado es similar a un espectrograma generado con transformadas
de Fourier, con la ventaja adicional de que los intervalos de frecuencia se encuentran
mads espaciados para frecuencias mayores [10].

Esto da como resultado una mejor resolucion para frecuencias altas, lo cual permite
crear un espectrograma que muestra sefiales de OG de altas frecuencias con mayor
claridad. En este sentido, la transformada Q proporciona una mejor representacion para
datos espectrales que la transformada de Fourier [17].

4. Metodologia

Las OG producidas por CCSNe son un tema de estudio en la actualidad. Un ejemplo
de estos esfuerzos por entender el comportamiento de dichos fendmenos estocasticos
es el proyecto publicado por Scheideger [3], en el cual se generaron simulaciones
computacionales tridimensionales de eventos de CCSNe. A partir de tales simulaciones
se crearon plantillas que representan una sefial de OG que cada explosién simulada
hubiera producido en el espacio. Las plantillas de OG producidas por Scheideger son
un recurso de libre acceso que aproximan el comportamiento de una CCSNe.

Estas simulaciones fueron el factor clave para el desarrollo de este proyecto de
investigacidn, ya que se utilizaron para el proceso de entrenamiento del clasificador de
OG. El proceso que se describe a continuacién para la creacién de un set de datos y su
implementacion para entrenar una Red Neuronal Convolucional (CNN) fueron basados
en la metodologia propuesta por Manuel Morales en su proyecto de clasificacién de OG
para sistemas binarios de agujeros negros [21].
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Tabla 1. Distancias de simulacién de las plantillas de OG seleccionadas para construir el set de
datos de entrenamiento de la CNN.

Plantillas de OG
Distancia (Kpc) 10.00 562 3.16 1.78 1.00 0.58 032 0.18 0.10

4.1. Construccion del set de datos

El set de datos para entrenar la CNN necesita incluir imagenes de ejemplo de OG y
ruido de deteccién correspondientes a las observaciones que produciria LIGO. Como se
menciond antes, hasta la fecha no se han logrado hacer detecciones de OG de CCSNe,
por lo que no seria posible formar un set de datos con las detecciones disponibles en el
repositorio de LIGO.

Por lo tanto, para crear el set de datos de entrenamiento se utilizaron las sefiales
de OG de las simulaciones numéricas de Scheideger en conjunto con sefiales reales de
ruido de deteccién de LIGO.

Los datos iniciales son series de tiempo que simulan detecciones de OG de LIGO
producidas por eventos de CCSNe. Los datos se generan inyectando sefiales de CCSNe
del repositorio de Scheideger dentro de detecciones de ruido de LIGO en formato de
series de tiempo. Como parte de este procedimiento, se mantiene un registro de los
intervalos de tiempo que contienen unicamente ruido o una combinacién de ruido y
sefial de OG.

Los datos se dividen de acuerdo a las diferentes distancias de medicién a las que
fueron simulados, ya que la distancia es un factor que cambia la amplitud de la onda
detectada. Los datos utilizados para este proyecto corresponden a las distancias que se
muestran en el cuadro 1. Los conjunto de datos para cada distancia se dividen en cuatro
sets. Cada set es una serie de tiempo que contiene 61 sefiales de OG distribuidas de
manera uniforme sobre 1,200 segundos de datos de ruido de deteccion.

4.2. Pre-procesamiento de datos

Los datos iniciales estdn hechos para representar detecciones reales, de modo que
deben ser pre-procesados segtin las recomendaciones de LIGO. Es necesario aplicar las
técnicas de procesamiento de sefiales mencionadas en la seccién 3.

La figura 2 muestran un ejemplo de como deberia verse la sefial después del
pre-procesamiento. Esta figura muestra el espectrograma de la sefial en el dominio de
frecuencia, la cual se produce después de aplicar la transformada Q. En este estudio se
utilizan las imadgenes en el formato de espectrograma para entrenar la red neuronal.

Los espectrogramas son imdgenes que muestran los datos a lo largo del tiempo,
representados en términos de frecuencia y su densidad de frecuencia correspondiente.
Se utilizaron datos de dos interferémetros de LIGO, H1 y L1, asi que habra una imagen
del espectrograma por cada detector.

Como ajuste adicional, se redujo la resolucién de las imédgenes con el fin de
disminuir los tiempos de procesamiento computacional. Cada imagen incluida en el
set de datos es un array de 48 x48 pixeles que representan 0.5 segundos de datos de
deteccion. Un ejemplo de las imagenes que terminan guarddandose en el set de datos se
muestra en la figura 3.
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Fig. 3. Ejemplos de imdgenes con baja resolucién que se usaron en el set de datos. La imagen
de la izquierda representa una sefal de Ruido y la imagen de la derecha representa una sefial de
OG+Ruido.

Por cada inyeccion de una plantilla de OG se crearon tres imdgenes de la sefial: una
imagen centrada en el medio de la sefial, una imagen centrada en el extremo derecho de
la sefial y otra centrada en el extremo izquierdo de la sefial.

Ademais, por cada grupo de tres imagenes de sefial de OG+Ruido, se crearon tres
imagenes de Ruido de deteccidn con el fin de mantener un balance de las dos categorias
dentro del set de datos de entrenamiento. Todas las imagenes van acompafiadas de una
etiqueta que indica la categoria correspondiente, ya sea Ruido u OG+Ruido.

4.3. Estructura del set de datos

El set de datos final incluye imdgenes representadas como matrices de pixeles, y
cada entrada estd acompaifiada de su etiqueta categorica correspo 1, y cada set de datos
se dividi6 en cuatro sub sets diferentes.

Esta subdivision se hizo para tener mayor control sobre los sets de entrenamiento
y evaluacion. Cada set contiene 61 inyecciones de plantillas de OG, de manera que su
conjunto correspondiente tiene 366 entradas de datos; 183 entradas de sefial de OG y
183 entradas de Ruido. Cada factor de distancia contiene cuatro sets, lo cual da un total
de 1,464 entradas de datos que se usan para entrenar y evaluar la CNN.

4.4. Estructura de la red neuronal convolucional

Se implementaron tres variaciones distintas en la arquitectura de la CNN, las cuales
se usaron para procesar los mismos datos por separado y asi obtener una comparacion
de su desempefo. La primera CNN se compone de una sola capa convolucional,
la segunda tiene dos capas convolucionales y la tercera red contiene tres capas
convolucionales. Las CNNs que se usaron en este proyecto de investigacion mantienen
una arquitectura simple.
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Noise

Fig. 4. Representacion gréfica del set de datos final de imigenes de espectrogramas con su
etiqueta categdrica correspondiente.

Para el caso de la CNN de 3 capas, se construyé con dos bloques de capas
convolucionales y de pooling, ademas de un tercer bloque con una capa convolucional
y una de flattening para preparar los datos de salida. Al final de la estructura de la red se
encuentran dos capas fully connected las cuales captan la salida de la red para asignarla
a una de las dos categorias segiin corresponda la imagen que se analiza. En la figura 7
se muestra una descripcién de la arquitectura del modelo. Para las otras dos variaciones
de CNN se mantuvo la misma estructura, tinicamente fueron ajustadas con una y dos
capas convolucionales para satisfacer ambos casos.

4.5. Entrenamiento

Cada variacién de CNN se entren6 por separado para cada uno de los factores de
distancia del cuadro 1. Como se mencioné antes, a cada distancia le corresponde un
grupo de datos divididos en cuatro sets, de modo que tres de estos sets se usaron para
entrenar la CNN, y el dltimo set se usé para evaluar el modelo.
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Model: "sequential"

Layer (type) Qutput Shape Param #
conv2d (Conv2D) (None, 48, 48, 16) 304
max_pooling2d (MaxPooling2D) (None, 24, 24, 16) 0
conv2d_1 (Conv2D) (None, 22, 22, 32) 4640
max_pooling2d 1 (MaxPooling2 (None, 11, 11, 32) 0
conv2d_2 (Conv2D) (None, 9, 9, 64) 18496
flatten (Flatten) (None, 5184) 0

dense (Dense) (None, 64) 331840
dense_1 (Dense) (None, 2) 130

Total params: 355,410
Trainable params: 355,410
Non-trainable params: 0

Fig. 5. Arquitectura de la CNN de tres capas utilizada en este proyecto de investigacion.

Se hicieron todas las combinaciones posibles de los cuatro sets para dividirlos en
entrenamiento y evaluaciéon, de modo que cada CNN se entrend cuatro veces para
cada distancia. Al final se hizo un promedio de los resultados obtenidos de las cuatro
iteraciones para calcular la exactitud general de los modelos segin las distancias de
deteccion. Ademas, en cada iteracion de las CNNs se hicieron tres arreglos diferentes de
los datos de entrada: el primero incluyendo s6lo imagenes del detector L1, el segundo
s6lo con imagenes del detector H1, y el tercero con imadgenes de ambos detectores
L1+H1 simultdneamente.

5. Resultados

Los resultados de exactitud de clasificacion de las CNNs fueron muy parecidos
para el caso donde se entrend con imigenes de una sola fuente, es decir, usando sélo
imagenes de L1 o de H1. Para el caso donde se usaron juntas las matrices de pixeles de
ambos detectores, la exactitud de clasificacién aument6 entre 1 % y 4 % comparado con
los casos previos. Este cambio de resultados no fue drastico, no obstante, se observé
que la CNN fue mds consistente en su porcentaje de exactitud durante los diferentes
experimentos de entrenamiento usando imagenes de ambos detectores H1 y L1 juntos.

Este resultado era de esperarse, ya que cada entrada del set de entrenamiento
contiene dos imagenes en lugar de sélo una, de modo que hay mds informacién que la
CNN puede usar para aprender patrones de clasificacion. Después de entrenar la CNN,
esta se puso a prueba con el set de datos de evaluacion para cuantificar su exactitud.
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Tabla 2. Desempefio promedio de la CNN para el conjunto de todas las distancias de observacion
de acuerdo a los datos de entrada y su nimero de capas convolucionales.

Desempeiio
Capas Input Acc TN FP TP FN

H1+L1 86.38 81.58 8.79 91.21 18.42

3 L1 84.54 80.68 11.57 88.43 19.32
H1 84.17 80.68 12.29 87.71 19.32

H1+L1 85.68 81.27 9.89 90.11 18.73

2 L1 83.75 80.52 12.99 87.01 19.48
H1 84.34 80.59 11.85 88.15 19.41

H1+L1 84.61 80.79 11.51 88.49 19.21

1 L1 83.74 78.47 12.06 87.94 21.53
H1 83.14 80.36 14.09 85.91 19.64

Los resultados se dividen en cinco pardmetros: Accuracy (Acc), True Positives (TP),
False Positives (FP), True Negatives (TN), y False Negatives(FN). A continuacién se
enlista la descripcién de lo que representa cada una de los parametros:

— Acc: porcentaje de aciertos de la CNN al clasificar los datos de evaluacién.

— TN: porcentaje de OG clasificadas como OG.

FP: porcentaje de OG clasificadas como Ruido.

TP: porcentaje de Ruido clasificado como Ruido.

FN: porcentaje de Ruido clasificado como OG.

El cuadro 2 muestra los resultados del desempefo en la clasificacién por medio
de las tres diferentes versiones de la CNN después de ser entrenadas con datos de
los detectores H1, L1 y H14+L1. Cabe destacar que estos resultados corresponden al
promedio del desempefio de las CNN usando los datos de las 9 distancias distintas que
se consideraron para el estudio (cuadro 1).

La primera columna del cuadro 2 se muestra la cantidad de capas convolucionales
de la CNN implementada, en la segunda columna se indica la fuente de datos de entrada,
y las columnas restantes contienen los resultados de la evaluacién de los modelos.
También se puede observar el desempeiio de la red con cada distancia individual.

La figura 6 muestra cémo cambia la exactitud de la CNN en promedio para cada
distancia de observacion de los datos. En estas gréficas se puede ver la tendencia del
cambio en Acc, TNR y TPR de acuerdo a las diferentes distancias. Estas figuras son
una representacion de la evolucion del aprendizaje de la CNN conforme se aumenta
la distancia de observacion de las simulaciones utilizadas, ilustrando por separado los
casos donde se entrena con datos de H1, L1 y HI+L1.

En la figura 6 se muestran tinicamente los resultados correspondientes al desempefo
de Ia CNN de 3 capas convolucionales debido a que estos fueron considerados como
los datos mas representativos. En general, los casos de las CNNs con una y dos capas
convolucionales no mostraron cambios significativos en la exactitud de clasificacion,
por lo que los resultados son bastantes similares. Se propuso que la CNN con 3 capas es
el caso representativo porque, comparada con las otras dos variaciones, su disminucion
de exactitud es mds consistente y menos pronunciada conforme aumenta la distancia.
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Fig. 6. Desempeiio de la CNN de 3 capas de acuerdo a la distancia de deteccién de OGs. TPR
representa el porcentaje de Ruido clasificado como Ruido, y TNR es el porcentaje de OG
clasificadas como OG. Cada grifica indica en el titulo si corresponde a la CNN entrenada con
datos de H1, L1 o H1+L1.

6. Conclusiones

A pesar de que no se percibieron grandes diferencias en el desempefio de las CNN
al variar su nimero de capas convolucionales, la CNN de tres capas fue la que mostrd
resultados de aprendizaje mas consistentes comparada con las otras dos versiones. Por
otro lado, los resultados indican que existe un notorio cambio en la exactitud del modelo
de acuerdo a la distancia de observacién de los datos.

Las clasificaciones para los datos a 10.00 Kpc de distancia tuvieron la exactitud
general mas baja del conjunto de datos con un Acc cerca de 70 %. El pardmetro de Acc
incrementa gradualmente para las distancias més cortas (0.18 y 0.10 Kpc), con un punto
méaximo que llega al 99 %.

Esto significa que las CNNs son considerablemente mejores para clasificar sefiales
de OG en las distancias de deteccién mds cortas (detecciones a 0.58 Kpc o menores).
Estos resultados pueden deberse a que el ruido de deteccién tiende a incrementar su
densidad con la distancia, haciendo que las sefiales de OG queden ocultas dentro de este.

Otro punto a destacar es que el porcentaje de TP es consistentemente mayor que
el porcentaje de TN para todos los casos. Esto significa que las CNNs son mejores
al clasificar correctamente el Ruido que las sefiales de OG. Este mismo resultado fue
observado en el estudio de Morales (a partir del cual se basé la metodologia de este
trabajo) para el caso de OGs de sistemas binarios de agujeros negros [21].
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Ademds, es bueno ver en los resultados que el porcentaje de FP en todos los casos
es menor al porcentaje de FN, ya que esto indica que la CNN puede llegar a clasificar
sefiales de Ruido como OG pero es menos propensa a confundir sefiales de OG con
Ruido. Esto es relevante porque, si el algoritmo pre-entrenado clasifica sefiales de OG
como Ruido, algunas sefiales de OG pasarian desapercibidas y no se podria confiar en
la CNN como una herramienta de deteccion.

Los modelos de CNN proporcionaron resultados satisfactorios. Sin embargo, atin
hay partes de la metodologia implementada que pueden desarrollarse para obtener
mejores resultados de clasificacion. Se planea seguir trabajando en mejorar este
clasificador de sefiales de OGs, pues se considera que podria llegar a convertirse
en una poderosa herramienta de automatizacién para futuras detecciones de estos
fenémenos fisicos.
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